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Resumen. 

Ante los grandes volúmenes de información que son generados diariamente en la Web, los sistemas 

de Filtrado Adaptativos de Información se han convertido en una herramienta muy poderosa para 

los usuarios. Estos sistemas permiten a los usuarios concentrarse en la información relevante 

mientras que el sistema descarta toda aquella información que no es de su interés. Varios han sido 

los métodos de Filtrado reportados en la literatura y en su mayoría hacen uso del tradicional modelo 

vectorial para la información contenida en los documentos y en los perfiles de usuarios, aun cuando 

es conocido que este modelo presenta una serie de limitaciones. Si bien en la literatura se han 

reportado varias alternativas para solventar los problemas del modelo vectorial, estas son muy 

costosas para ser empleadas en entornos, como Filtrado Adaptativo, en el cual se requiere de 

actualizar con frecuencia la información almacenada. Esta propuesta doctoral se plantea desarrollar 

un algoritmo de Filtrado Adaptativo en el cual se emplee una representación de los documentos que 

no asuma independencia estadística entre los términos, cosa que sí hace el modelo vectorial, pero 

que no sea tan costosa en obtención y que pueda ser construida, preferiblemente, de forma 

incremental para que se ajuste con mayor facilidad a la tarea de Filtrado. Los resultados 

preliminares han estado encaminados a estudiar el Indexado Aleatorio, y sus variantes. El Indexado 

Aleatorio es un método para representar los documentos que puede ser obtenido de forma 

incremental y que puede ser una alternativa viable en la tarea del Filtrado Adaptativo. 
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1. Introducción 

Hoy día el auge de Internet ha provocado que diariamente se genere un volumen enorme de 

documentos de diversa naturaleza. Este auge trae aparejado que en ocasiones los usuarios corran el 

riesgo de quedar abrumados por este flujo creciente de información disponible [20] [1]. Para dar 

respuesta a esta problemática se han propuesto en la literatura varias soluciones que facilitan el 

acceso a la información que satisface nuestras necesidades de información sin necesidad de 

inspeccionar de forma manual todos los documentos. Dos de estas soluciones son la Recuperación 

de Información y el Filtrado de Información. Estas son tareas muy similares en el sentido de que 

ambas tienen la finalidad de proveer al usuario con información útil con respecto a una determinada 

necesidad de información. Sin embargo, existe una gran diferencia entre ellas. El Filtrado de 

Información está dirigido a satisfacer las necesidades de información que perduran durante un 

período largo de tiempo, mientras que la Recuperación de Información se centra en consultas de 

corta duración las cuales son, con frecuencia, descartadas una vez terminada la sesión de búsqueda. 

El objetivo del Filtrado de Información (FI) es clasificar los documentos de un flujo, en relevante o 

no relevante, de acuerdo con el interés de un usuario particular [33]. Los sistemas de FI se dirigen a 

necesidades de información relativamente estables a largo plazo, aunque usualmente permiten que 

estos intereses puedan modificarse de forma gradual en el tiempo [27]. En tal caso se les conoce 

como sistemas de Filtrado de Información Adaptativos [77].  

2. Filtrado Adaptativo de Información 

En la tarea de Filtrado de Información se monitorea de forma continua un flujo de información con 

el fin de detectar aquellos documentos que se acercan a las necesidades de información de los 

usuarios. Esto ayuda a los usuarios a concentrarse solamente en aquellos documentos recuperados. 

Uno de los componentes más importantes de un sistema de filtrado consiste en la representación, 

usualmente denominada  perfil, del interés del usuario. Este perfil se mantiene durante el tiempo 

que dura la necesidad. En el caso del Filtrado Adaptativo, este perfil de usuario puede ser mejorado 

si se cuenta con retroalimentación explícita o implícita por parte del usuario. 

De forma general podemos encontrar dos enfoques diferentes a la tarea de Filtrado de Información: 

el filtrado basado en contenido y el colaborativo [75]. Estos enfoques difieren en la forma en que 

son representados y comparados los perfiles de usuarios y los documentos. En el filtrado basado en 

contenido tanto el perfil del usuario como los documentos son representados empleando 

características extraídas de los propios documentos. En el caso de aquellos que siguen el enfoque 

colaborativo, los elementos son caracterizados por la puntuación que reciben por parte de los 

usuarios. En este caso, el perfil del usuario es construido mediante la valoración que emite éste 

sobre los documentos y su similaridad con lo expresado por otros usuarios con intereses similares. 

También conocidos como sistemas de Recomendación, en este enfoque el objetivo consiste en 

recomendar nuevos documentos para el usuario. Este proceso se realiza analizando el conjunto de 

usuarios que comparten intereses similares de información y en la puntuación que estos han dado a 

los documentos. En este trabajo nos centraremos en los sistemas de filtrado basados en contenido. 

Los algoritmos de Filtrado Adaptativo de Información filtran los documentos relevantes para el 

usuario presentes en un flujo de información. En el filtrado adaptativo, aquellos documentos que 

son potencialmente relevantes deben ser entregados al usuario inmediatamente, por ende el sistema 

no tiene tiempo de acumularlos y ordenarlos de acuerdo a su relevancia como en los sistemas 

tradicionales de recuperación de información. Un sistema de filtrado adaptativo usualmente toma 
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una decisión binaria ante cada nuevo documento: recuperar o descartar el documento para cada 

usuario en particular.  

Generalmente, estos sistemas comienzan con un perfil de usuario y muy pocas muestras positivas. 

La relevancia de los documentos es dependiente de los cambios que se producen en las necesidades 

de información de los usuarios. Los intereses de los usuarios pueden cambiar producto de cambios 

en el entorno del usuario o en su conocimiento, entre otras tantas causas. Por ello, el perfil es luego 

adaptado empleando la retroalimentación provista por el usuario sobre los documentos recuperados. 

Esta retroalimentación puede ser explícita o implícita. Es explícita si es el propio usuario el que 

indica cuándo un documento recuperado es realmente de su interés o no. Es implícita si es el 

sistema quien infiere la relevancia del documento. Para ello se vale de heurísticas como pueden ser: 

el tiempo que tiene abierto el documento o si el mismo es borrado sin leerlo. 

En esta tarea el proceso de ajuste del perfil del usuario representa un elemento clave en el diseño. 

Los perfiles de los usuarios representan elementos duraderos en el tiempo que deben ser 

actualizados constantemente en función de los cambios producidos en los intereses del usuario a lo 

largo del tiempo. La calidad de un sistema de Filtrado Adaptativo de Información está sustentada en 

su capacidad de mantener un perfil del usuario que realmente permita alcanzar una exactitud 

elevada a medida que el mismo es utilizado. 

En un sistema de Filtrado Adaptativo no se dispone de todo el conjunto de entrenamiento desde un 

inicio para construir el clasificador; sino que este se va incrementando, a medida que se van 

adicionando nuevas muestras. Al poder incorporar nuevas muestras al clasificador, podemos adaptar 

su comportamiento a los intereses cambiantes de los usuarios.  

Estos algoritmos se basan en la existencia de muestras etiquetadas adquiridas por medio de la 

retroalimentación, implícita o explícita, realizada por el usuario para su desempeño. Sin embargo, el 

número de muestras etiquetadas puede ser muy pequeño o incluso nulo, fundamentalmente, en las 

primeras etapas del proceso de filtrado. Este fenómeno es conocido como “Inicio Frío” [74].  

Los cambios ocurridos en los intereses de los usuarios a lo largo del tiempo es un ejemplo del 

fenómeno conocido en la literatura como Concept Drift [17]. Este es un fenómeno que de forma 

más general está relacionado con los ambientes en los cuales ocurren cambios a los largo del 

tiempo. En este contexto el término Aprendizaje Adaptativo está relacionado con la actualización en 

línea del clasificador durante su operación para reaccionar ante estos cambios [17]. 

2.1 Filtrado Adaptativo en las competiciones TREC 

Los sistemas de Filtrado Adaptativo han sido ampliamente influenciados por la tarea de Filtrado de 

Información de las competiciones TREC [51][52]. Esta tarea se introdujo en el año 2000 en la 

TREC9, y continuó en los dos siguientes años. Recientemente volvió a ser convocada como parte 

de los TREC-2012 [66], aunque en esta ocasión dentro del análisis de microblogs. La colección de 

datos empleada en esta tarea únicamente se puso disponible para los equipos participantes, previa 

firma de un acuerdo de no divulgación. En la presente edición se volvió a convocar el filtrado de 

microblogs, aunque ahora orientada a la recomendación de tweets en tiempo real, más que a la 

adaptabilidad en sí. 

La tarea fue diseñada con el objetivo de medir la capacidad de los sistemas de construir perfiles de 

usuario persistentes que sean capaces de separar de forma efectiva los documentos relevantes de los 

no relevantes en un flujo de información. En el caso de la tarea de Filtrado Adaptativo los sistemas 

debían comenzar su funcionamiento con tan solo una descripción del tópico y un número muy 
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reducido de muestras positivas (a lo sumo 3), estos debían ser capaces de construir un mejor perfil a 

partir de la retroalimentación obtenida en línea. 

De acuerdo a los organizadores, con la tarea se intentaba simular aplicaciones de filtrado de textos 

en línea con restricciones de tiempo, donde el valor de un documento se degradaba rápidamente con 

el paso del tiempo. Por ello los sistemas debían presentar de forma inmediata a los usuarios los 

documentos potencialmente relevantes.  

En la definición de la tarea se asumió que los usuarios revisaban de forma periódica los documentos 

recuperados. Por ello, los sistemas disponían de la validez (pertenencia) o no de los documentos 

recuperados de forma instantánea. Si bien esta es una suposición bastante simplista, facilita bastante 

el proceso de evaluación y comparación de los sistemas.  

La configuración dada a la tarea impone varias restricciones a los sistemas: 

1- Los documentos deben ser presentados tan pronto como estos arriban. Por tal razón, 

solamente se dispone de la información almacenada hasta el momento para realizar la 

evaluación y decidir si es potencialmente relevante o no. 

2- No se permite almacenar los documentos sobre los cuales no se tiene una certeza de su 

clasificación para un momento posterior cuando se dispone de un perfil más completo que 

permita realizar una clasificación correcta. Durante la evaluación de un documento no se 

dispondrá de ninguna información sobre los futuros documentos, y el conjunto de 

documentos recuperados es dependiente del tiempo y el orden en que arriban los 

documentos. 

3- El sistema solamente tendrá retroalimentación de aquellos documentos que son presentados 

al usuario como potencialmente relevantes. Una vez que un documento es etiquetado como 

No Relevante no se dispondrá de la retroalimentación que permita conocer si realmente no 

era un documento de interés. 

4- Una vez que un documento es clasificado esta decisión es final, no se permite cambiar esta 

clasificación (a los efectos de medir la calidad de los sistemas). 

 

La tarea en la competición TREC está orientada al tratamiento de necesidades de información 

estables y duraderas en el tiempo, dejando fuera de momento la temática relacionada el Concept 

Drift, y en consecuencia la colección fue planteada sin esta característica. 

Colección de Documentos 

La colección de documentos más empleada durante la evaluación de los sistemas ha sido el corpus 

RCV1 [34]. Esta es una colección compuesta por aproximadamente 800000 noticias periodísticas o 

boletines de titulares originadas en un período de tiempo entre 1996 y 1997. 

Para las competiciones TREC se creó un conjunto de 100 tópicos. Los primeros 50 fueron creados 

de forma manual por los asesores de la NIST. Los otros 50 tópicos fueron construidos como 

intersecciones entre pares de categorías originales de la colección. Estos tópicos fueron escogidos 

de forma tal que aparentaran ser resultados significativos de una búsqueda.  

Estos tópicos no todos tienen el mismo comportamiento a lo largo del tiempo ni están igualmente 

representados. Para ilustrar esta situación en la Figura 1 se muestra el comportamiento del flujo de 

documentos para los cuales se tiene información de retroalimentación de 4 tópicos de la colección. 
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Como se puede apreciar, las muestras no se encuentran homogéneamente distribuidas a lo largo del 

tiempo. Además, en tópicos como R108 y R111 se puede apreciar un fuerte desbalance entre las 

muestras negativas y las positivas, incluso llegando estas a tener solamente 15 muestras positivas en 

todo el flujo de datos. Estas características imponen por si mismas grandes retos a los sistemas que 

se evalúan en esta colección. 

Por otro lado, del análisis de los gráficos presentados podemos ver que en estos flujos solo van 

apareciendo ejemplos de un solo tópico, y no se encuentra presente el fenómeno del Concept Drift. 

Medida de Evaluación 

Las competiciones TREC introdujeron dos medidas para evaluar la calidad de los sistemas: F-beta y 

T11SU. 

F-beta 

La medida F-beta es una función que depende de la precisión y la relevancia, junto con un 

parámetro libre beta que pondera el aporte relativo de la relevancia y la precisión en el resultado 

final. Cualquiera sea el valor de beta, esta medida toma valores entre 0 (mal) y 1 (bien). En el caso 

de las competiciones TREC el valor de beta fue fijado a 0.5, haciendo más énfasis de esta forma en 

la precisión sobre la relevancia. La medida finalmente empleada, una vez fijado beta, puede ser 

expresada mediante la ecuación: 

     
                                             

                                                   
 

Si no se recupera ningún documento como relevante el valor de la medida es 0. 

T11SU 

La otra medida empleada en la competición fue la T11SU, la cual se expresa en función de la 

utilidad lineal de un sistema: 

                                                                   

La máxima utilidad que puede obtener un sistema de filtrado de acuerdo a esta medida está dado por 

la expresión: 

                       

La expresión de la medida T11SU viene dada por la expresión: 

       
   (           )       

       
 

Donde T11NU es la normalización de T11U, mediante la expresión: 

      
    

    
 

MinNU representa la mínima utilidad que un usuario toleraría durante la vida útil de un perfil. Su 

valor fue fijado a -0.5. 
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Figura 1: Comportamiento del flujo de datos de 4 tópicos de la colección empleada en la TREC 11 
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Resultados alcanzados por varios sistemas 

Los resultados obtenidos en la TREC11 fueron modestos. Como parte de la competición se presentaron 

14 corridas pertenecientes a 11 grupos de investigación diferente. El baseline en la competición fue 

establecido en 0.33. Este se corresponde con el valor de la medida T11SU, cuando no es recuperado 

ningún documento como relevante. Los resultados alcanzados de forma general por los diferentes 

sistemas fueron inferiores a 0.5, en los primeros 50 tópicos construidos por los asesores de la 

competición. El resultado en los otros 50 tópicos, los construidos por medio de la intersección entre 

tópicos originales de la colección RCV1 fueron aún peores, estando todos los sistemas por debajo del 

baseline. Debido a esto, la mayoría de los trabajos reportados han concentrado sus evaluaciones en los 

primeros 50 tópicos. 

Aunque se ha seguido trabajando en la tarea luego de realizada la competición y se han reportados 

mejoras en cuanto a los resultados alcanzados en comparación con los reportados en la TREC 11, aún 

estos valores son bajos. Por poner algunos ejemplos, Zhang [76] reportó 0.52 con la medida T11SU al 

emplear Regresión Logística y combinarlo con el algoritmo de Rocchio. Piwowarski et. al. [48] en su 

trabajo emplean el clasificador de Rocchio y reportan 0.44 al emplear la medida T11F. Algarni et al. [2], 

reporta con la medida F1 resultados de 0.47 al emplear la minería de patrones frecuentes. Zhang et al. 

[74] [75] obtienen 0.504 con T11SU al emplear los metadatos presentes en los documentos. Gao et al. en 

[18] reportan un resultado 0.46 de F1. Aparte de los anteriores, se han reportado soluciones con 

algoritmos evolutivos [8] [46] [45] y mapas auto-organizados [15], aunque evaluados con otros datos y 

medidas. 

Enfoques y Clasificadores  

Los enfoques dados al Filtrado Adaptativo han seguido dos líneas de desarrollo fundamentales:  

1- Afrontar la tarea como un problema de Recuperación de Información aunado a Ajuste de 

umbrales. 

2- Categorización de Textos. 

 

Entre los algoritmos y aproximaciones dadas encontramos el uso del algoritmo de Rocchio [3], la 

regresión logística [76], los algoritmos genéticos [45] [4], las redes neuronales [32], modelos bayesianos 

jerárquicos [73], entre otros.  

La mayoría de las aproximaciones basadas en categorización de textos siguen un esquema binario. Sin 

embargo, este no tiene que ser necesariamente la única alternativa. En el manejo de flujos de 

información se ha empleado además la clasificación en una sola clase. La clasificación de una clase (one 

class classification, OCC) se enfoca en el desarrollo de clasificadores capaces de discernir la pertenencia 

o no de un objeto a una clase modelando solamente muestras de la clase de interés [31].  

Decidir cuál modelo, binario o de una clase, es más conveniente para determinado entorno puede resultar 

bastante complejo. Por ejemplo, Bellinger et al. [6] llegan a la conclusión de que en ambientes 

desbalanceados es preferible el uso de OCC, sin embargo sus pruebas fueron realizadas con datos de una 

naturaleza muy diferente a los documentos textuales.  

Ambos enfoques son afectados por el problema del desbalance entre las clases y para ambos se han 

reportados trabajos que intentan solventar esta situación. Incluso, algunos autores consideran el 

problema de OCC más difícil de resolver [31].  
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El empleo de las Máquinas de Vectores Soportes (SVM) ha sido muy estudiado en la tarea de OCC. Uno 

de los métodos más ampliamente empleado ha sido el método SVDD (Support Vector Data Description) 

[67]. 

Representación de los documentos 

La inmensa mayoría de los sistemas reportados para la tarea de Filtrado Adaptativo emplean el 

tradicional modelo de Bolsa de Palabras. Los sistemas han estado más enfocados en el diseño de los 

perfiles de usuario y su actualización que en la propia representación de los documentos en sí.  

Sin embargo, se han reportados algunos trabajos que exploran otras representaciones o extensiones al 

modelo de Bolsa de Palabras. 

Por ejemplo, Zhang et al. [74] [75], considerando que muchos de los documentos presentes hoy en día 

poseen metadatos importantes que pueden ayudar en la clasificación de la información proponen 

considerar el valor de estos metadatos en forma de facetas, para ello emplean una representación en la 

cual utilizan el tradicional modelo vectorial para el texto y además mantienen el valor de los metadatos 

presentes en el documento. 

Algarni et al. [2], motivados por las limitaciones del modelo de bolsa de palabras, propusieron el empleo 

de la minería de patrones para la representación de los documentos, específicamente PTM (Pattern 

Taxonomy Model) [71]. La idea tras el empleo de patrones radica en que estos son menos ambiguos y 

más discriminativos que los términos individuales, y por ello deben ofrecer mejores resultados que los 

términos individuales. Sin embargo, los patrones son costosos de obtener y su calidad puede ser muy 

pobre en las primeras etapas de la tarea de filtrado. Esta idea es nuevamente retomada por Gao et al. 

[18], los cuales proponen una representación que combina los patrones encontrados con el modelo LDA 

(Latent Dirichlet Allocation en inglés) [7]. 

Como ya hemos visto, la mayoría de los sistemas de Filtrado Adaptativo de Documentos existentes se 

han concentrado en identificar documentos relevantes empleando el tradicional modelo vectorial [77] 

[35] para representar los documentos. Este modelo presenta el inconveniente de asumir que existe una 

independencia estadística entre las diferentes palabras que componen un documento, lo cual es 

usualmente incorrecto [21]. Además, es incapaz de manejar los problemas de polisemia y sinonimia 

presentes en el idioma. 

En la literatura hay reportados otros métodos para la representación de los documentos, como es el caso 

del LSI (Latent Semantic Indexing en inglés) [14], LDA (Latent Dirichlet Allocation en inglés) [7], PLSI 

(Probabilistic Latent Semantic Indexing) [25], Word2Vec [37], entre otros. Todos ellos tienen en común 

el hecho de no asumir que los términos que forman un documento son independientes entre sí.  

Estos algoritmos son costosos computacionalmente, lo cual es una limitante fuerte para ser aplicados a 

problemas en los cuales se requiere de una actualización constante del espacio representación.  

En la literatura se ha reportado otro método conocido como Indexado Aleatorio, el cual no asume 

independencia entre los términos y no requiere de cálculos computacionalmente tan costosos, por lo que 

pudiera ser aplicado a problemas de Filtrado de Información. 

3. Indexado Aleatorio 

El Indexado Aleatorio [57] fue introducido por Pentti Kanerva [30] y se basa en tres supuestos 

fundamentales: 



9 

 

 la hipótesis de la distribución, la cual puede ser expresada como: “palabras con un significado 

similar ocurren en contextos similares” [53] o también en esta otra forma: “palabras que ocurren 

en los mismos contextos tienden a tener significados similares” [47].  

 el lema de Johnson – Lindenstrass [26], el cual garantiza que la proyección de un espacio 

vectorial de alta dimensionalidad en un subespacio menor es probable que preserve el orden del 

producto escalar [70]. 

 y en que hay muchas más direcciones casi ortogonales que direcciones realmente ortogonales en 

un espacio de alta dimensión, lo cual fue demostrado en [23]. 

Las ideas de Pentti Kanerva continuaron siendo desarrolladas por Magnus Sahlgren del Instituto Sueco 

de Ciencia de la Computación, el cual en [57] propone un método incremental para la construcción del 

Indexado Aleatorio como un proceso de dos pasos en la siguiente forma:  

1. Primero, a cada contexto (por ejemplo: un documento o una palabra) en la colección se le asigna 

una representación única generada de forma aleatoria, denominada Vector Índice. Estos 

Vectores Índices son dispersos, de una elevada dimensionalidad (k), y están compuestos por un 

pequeño número (e) de 1 y -1, distribuidos aleatoriamente, con el resto de los elementos del 

vector en 0. 

2. Luego, se generan Vectores de Contexto para cada una de las palabras. Para ello se recorre el 

texto y cada vez que aparece una palabra en el contexto se adiciona su vector índice al vector de 

contexto de la palabra. 

El Indexado Aleatorio puede ser utilizado considerando diversos tipos de contexto, de ellos se detallan 

los más empleados. 

3.1 Documentos como contextos 

Pentti Kanerva 2000 [30] propone el Indexado Aleatorio para reducir el número de columnas en una 

matriz de frecuencia de ocurrencias de los términos en los documentos Mpxq. Para realizar esta reducción 

asigna a cada documento di un vector índice aleatorio único de dimensión k, k ≪ q. Estos vectores 

índices contienen todas sus componentes en cero y a los cuales se les ha cambiado de forma aleatoria un 

pequeño número de componentes a +1 o -1. La matriz reducida resultante M’pxk  se obtiene inicializando 

la M’ con ceros y cada vez que el término tj aparece en el documento di se adiciona el vector índice 

asociado a éste a la j-ésima fila de la matriz M’.  

Los resultados obtenidos en este trabajo mostraron que esta reducción permite obtener resultados 

comparables a los obtenidos por LSA en la tarea de encontrar relaciones de sinonimia entre palabras. 

La formulación del Indexado Aleatorio, dada por Kanerva [30] y Sahlgren [57], plantea adicionar el 

vector índice del contexto al vector de contexto de un término cada vez que este aparece en el contexto. 

En [19] se propone una modificación para emplear funciones de pesado de término durante la 

construcción de los vectores de contexto. Para ello proponen adicionar una sola vez el vector índice de 

un documento multiplicado por una función de pesado de término. Es decir, en esta forma el vector de 

contexto del término t se obtendría de la siguiente forma: 

  ( )  ∑  (  ) (    )*       +
                                                   (1) 

donde I(di) es el vector índice del documento di, y F la función de pesado de términos. Nótese que si se 

toma a F como la frecuencia del término t en el documento di se obtiene la definición original del 

Indexado Aleatorio. 
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En [58] se propone por primera vez emplear el Indexado Aleatorio como una forma de representación 

basada en concepto. Para ello los autores, una vez obtenidos los vectores de contexto, representan a los 

documentos como la suma de los vectores de contexto de los términos presentes en el mismo. 

Este enfoque ha sido empleado recientemente en diferentes áreas dentro de la Minería de Textos y el 

Procesamiento del Lenguaje Natural, como es el caso de la comparación de similitudes entre oraciones 

[9] y la recuperación de información [42]. 

3.2 Términos como contextos 

En vez de asignar un vector índice a cada documento, Magnus Sahlgren en el 2001 [55] asigna los 

vectores índices a los términos y define como contexto los términos que se encuentran en una ventana 

alrededor del término de interés. En esta propuesta, cada vez que el término xi ocurre en el documento; 

los vectores índices de los términos presentes en la ventana son adicionados al vector de contexto vi. Los 

resultados en esta ocasión en la tarea de detección de sinónimos superan a los obtenidos por Kanerva 

[30] en su estudio. 

 

Figura 2: Efecto de la traslación de los vectores al restar el vector medio. 

En la propuesta anterior todos los términos presentes en la ventana tienen igual importancia, sin tomar en 

consideración la distancia que media entre el término cuyo vector índice se adicionará al vector de 

contexto y el término de interés o la importancia del mismo. Con el objetivo de considerar esta distancia 

en [62] proponen ponderar por 2
1-d

 (d representa la distancia que media entre los términos dentro de la 

ventana) al vector índice antes de adicionarlo al vector de contexto. Esto permite que los términos más al 

centro de la ventana tengan una mayor importancia que aquellos que se encuentran más alejados. En [69] 

proponen otras funciones de pesado de términos que pueden ser empleadas para ponderar los vectores 

índices antes de ser adicionados a los vectores de contexto.  

Entre las diversas aplicaciones que ha tenido el Indexado Aleatorio está la tarea de construcción de 

extractos como es el caso de los trabajos propuestos en [10] y [64] [65]. En estos trabajos los autores 

proponen para obtener la representación final de las oraciones, antes de sumar los vectores de contexto, 
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restar a estos vectores de contexto la media de todos los vectores de contexto siguiendo una idea similar 

a la propuesta por Higgins y Burstein en [24].  

Higgins y Burstein plantean que si se toma un documento compuesto por n términos y construimos su 

representación como la media de los vectores de contexto que contiene, a medida que el número de 

términos del documento se incremente su representación tenderá a la media de los vectores de contexto: 

      
 

 
∑     ̅
 
                                                                (2) 

donde xi es el vector de contexto de i-ésimo término y  ̅ es el vector medio de los vectores de contexto. 

Según los autores si se toman dos documentos con estas características y se calcula la semejanza del 

coseno entre ellos este valor tenderá a 1. Para mitigar esta situación, en su trabajo proponen restar este 

vector de los vectores de contexto y con ello se obtendría: 

      
 

 
∑ (    ̅)   ⃗ 
 
                                                                (3) 

Esta transformación, provoca una traslación de los vectores con respecto al origen de coordenadas. En la 

figura 2 se muestra la situación descrita, en ella se han representado 4 puntos (representados por rombos) 

y su punto medio (representado por el cuadrado); además se han señalado dos de los vectores y el ángulo 

entre ellos. Igualmente se muestran los puntos una vez que se les ha restado el valor del vector medio 

(representados por triángulos) y los vectores entre los mismos puntos. Como puede apreciarse el ángulo 

entre los vectores aumenta y con ello disminuye el valor de la semejanza del coseno. 

En la práctica es muy poco probable que un documento tenga un número de características que tienda al 

total de términos de la colección. Este tipo de documento los encontramos cuando combinamos varios en 

uno solo, por ejemplo para la construcción de algunos tipos de centroides; y estos, usualmente, no suelen 

ser comparados entre sí, sino con otros documentos.  

Sellberg y Jönsson [63] proponen una variante ligeramente diferente de Indexado Aleatorio. Al igual que 

Sahlgren en 2001 asignan vectores índices para los términos pero no emplean ventanas de términos. A 

diferencia de los otros modelos vistos, no son obtenidos los vectores de contexto, sino que la 

representación final de los documentos es obtenida proyectando la matriz de frecuencia de ocurrencia 

dxw en la matriz de vectores índices wxk. Esta técnica es conocida como Random Projection. 

En [11], los autores plantean que un aspecto a tomar en consideración en el Indexado Aleatorio, es que 

las posiciones aleatorias de los ´+1´ y ´-1´ pueden ser tales que dos vectores índices tengan sus 

respectivos ´+1´ y ´-1´ en las mismas coordenadas, pero dispuestos de forma tal que la suma entre ellos 

se anule. Según ellos, esto provoca que se generen vectores de contextos que no capturen correctamente 

la información disponible. Para evitar esta situación proponen restringir la posición de los ´+1´ para la 

primera mitad de los vectores y los ´-1´ para la segunda mitad. Sin embargo, esta agrupación es 

equivalente a tener dos veces la cantidad de elementos ´+1´, lo cual afecta la casi ortogonalidad en la 

cual se basa la teoría del Indexado Aleatorio. Este enfoque solamente se ha probado en la construcción 

automática de resúmenes. 

Cataldo Musto [40] [43] propone una variante ligeramente diferente del Indexado Aleatorio. En su 

trabajo se asigna un vector índice a cada término. Una vez hecho esto los vectores de contexto son 

obtenidos mediante la suma de todos los vectores índices de los términos con los cuales coocurre. Luego 

la representación final de los documentos se obtiene sumando todos los vectores de contexto de los 

términos presentes en el documento. 

En 2008, Sahlgren et. al. [60] mostraron que es posible codificar el orden de las palabras en los 

contextos mediante el empleo de permutaciones. Para ello los vectores de contextos en las ventanas son 
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actualizados en la siguiente forma: si tenemos la secuencia de términos w-2w-1w0w1w2, el vector de 

contexto de w0 se actualizaría con el vector obtenido a partir de la expresión: P
-2

(I(w-2))+P
-1

(I(w-

1))+P(I(w1))+P
2
(I(w2)). Donde P es una función de permutación aleatoria y P

-1
 su inversa. P

n
 significa 

que el vector es permutado n veces y I(wi) representa el vector índice asociado al término wi. Una 

permutación sencilla que puede ser aplicada a los vectores es rotar los elementos 1 o más veces en una 

dirección, por ende su inversa sería la rotación el mismo número de veces en sentido contrario. Esta 

estrategia fue empleada en [13] para codificar relaciones entre tripletas de elementos en la forma 

entidad-relación-entidad y en [28] para reconocer nombres de entidades. 

3.2.1 Indexado Aleatorio con Múltiples Sentidos 

El indexado aleatorio no toma en consideración la polisemia de las palabras. Una palabra es polisémica 

si puede tener varios significados. Estas palabras suelen ocurrir en contextos diferentes, relacionados con 

los diferentes sentidos en los cuales son empleadas. En el Indexado Aleatorio todos estos contextos son 

combinados en un solo vector de contexto, lo cual puede afectar la calidad de los resultados obtenidos. 

La primera propuesta para tratar de resolver esta deficiencia fue reportada por Moen, Marsi y Gambäck 

en [38]. La propuesta consiste en almacenar múltiples vectores por cada sentido diferente del término, 

estos vectores son conocidos como vectores de sentidos.  

A diferencia de otros modelos que emplean ventanas de términos, durante la actualización de los 

vectores de contexto, en vez de adicionar directamente los vectores índices de los términos, 

primeramente calculan el vector de la ventana (vwin), el cual no es más que la suma de los vectores 

índices de los términos que se encuentran en la ventana. Seguidamente calculan la semejanza entre este 

vector y cada uno de los vectores de sentidos almacenados para el término de interés. Cada valor de 

semejanza es comparado contra un umbral predefinido y se analizan las siguientes opciones: 

 Si ninguna de las semejanzas supera el umbral, el vector de la ventana se convierte en un nuevo 

vector de sentido. 

 Si exactamente una semejanza supera el umbral, el vector de la ventana es adicionado al vector 

de sentido correspondiente. 

 Si varios vectores superan el umbral de semejanza, entonces todos ellos y el vector de la ventana 

son combinados en un solo vector de sentido. 

En este método los autores emplean un procedimiento no supervisado que consiste en los siguientes 

pasos:  

1. Para cada término ti  del documento. 

a. Asignar un vector índice a cada término ti. 

b. Para cada término construir el vector de la ventana (vwin).  

c. Calcular la semejanza de vwin con cada uno de los vectores de sentidos 

(vsj(ti)). 

d. Calcular el conjunto   {   (  )     (   (  )     )   }.  
e. Actualizar la información almacenada en la siguiente forma: 

i. Si |S| = 1, vsj(ti) += vwin. 

ii. Si |S| > 1, Mezclar todos los elementos de S+{ vwin } en un solo vector 

mediante la suma de vectores. 

iii. Si |S| = 0, Crear un nuevo vector de sentido para ti con vwin. 

Donde γ representa un umbral preestablecido para diferenciar entre sentidos y sem es la semejanza del 

coseno. 

En su trabajo los autores proponen varias formas para medir la semejanza entre dos términos ti, tj 

representados en esta forma, entre ellas están: 
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 Centroide: para cada término calcular el vector suma de todos sus sentidos. Calcular la 

semejanza coseno de los vectores obtenidos. 

 Promedio: Obtener el vector promedio de cada uno de los términos y luego calcular la 

semejanza entre ellos.  

Esta representación la emplearon los autores para evaluar la similitud entre oraciones. Esta similitud la 

calcularon como el promedio de la mayor semejanza entre cada par de términos de las dos oraciones. 

Entre las estrategias empleadas se encuentran: 

 Centroide: En cada oración, el término se representa por medio de la suma de todos sus vectores 

de sentido, luego de eliminar aquellos vectores asociados a sentidos pocos frecuentes. 

 Término En Contexto: En este caso consideran una ventana de 5 + 5 alrededor del término  y 

calculan el vector de la ventana vwin. El valor de la ventana es fijado a 5 + 5 por los autores para 

esta estrategia, sin dar una justificación del porqué de su elección. Finalmente el término es 

representado por el vector de sentido más semejante a vwin. 

Los resultados obtenidos por los autores no mostraron diferencias significativas con el empleo del 

Indexado Aleatorio tradicional. 

3.3 Indexado Aleatorio Reflexivo 

El Indexado Aleatorio captura el significado semántico de los términos basado en su combinación con 

aquellos con los cuales suele ocurrir. Sin embargo, Cohen et al. [12] llegan a la conclusión que el 

Indexado Aleatorio presenta deficiencias a la hora de extraer relaciones indirectas entre las palabras. 

Para dar solución a esta situación realizan una extensión del modelo consistente en asignar vectores 

índices a los términos de los documentos, luego se obtiene la representación de los documentos como la 

suma lineal (posiblemente pesada) de los vectores índices de los términos que contiene. Luego estos 

vectores de documentos son empleados para construir los vectores de contexto de los términos. Este 

proceso se puede repetir varias veces. A esta extensión los autores le dan el nombre de Indexado 

Aleatorio Reflexivo [12] [68] basado en Términos (TRRI). En el mismo trabajo los autores presentan 

además el Indexado Aleatorio Reflexivo basado en Documentos (DRRI), el cual no es más que asignar 

los vectores índices a los documentos y seguir el proceso iterativo de entrenamiento. 

Si bien es cierto que en el Indexado Aleatorio Reflexivo se pueden realizar varias iteraciones de 

entrenamiento, los resultados obtenidos por los autores, para la tarea de detección de relaciones 

indirectas, muestra que efectivamente el proceso aumenta la calidad en las primeras dos iteraciones. 

Luego de la tercera iteración se obtiene una disminución considerable en términos de calidad. 

3.4 Aplicaciones del Indexado Aleatorio 

Las primeras aplicaciones dadas al Indexado Aleatorio estuvieron encaminadas a determinar la similitud 

entre términos diferentes y fue aplicado a varias tareas de la minería de textos como es el caso de la 

construcción de tesauros bilingües para la expansión de consultas entre varios idiomas [59] [61] [56] y la 

construcción de lexicones bilingües de términos de forma automática [54]. 

Trabajos más recientes han aplicado el Indexado Aleatorio en tareas como la expansión de consultas 

[62], predicción de fallos en aplicaciones mediante el análisis de trazas [16], la búsqueda de respuestas 

[39], la construcción de resúmenes [22], la detección de eventos en blogs [29], el reconocimiento de 

términos de tecnologías en un corpus de publicaciones científicas [72] y la recuperación de información 

[42]. 
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3.5 Trabajos Relacionados 

Aunque se han presentado trabajos relacionados con la temática del Aprendizaje en Línea y el Filtrado 

de Información, solo uno ha empleado el Indexado Aleatorio como parte de su modelación [40] [41] 

[44]. En este trabajo representan tanto el perfil del usuario como los documentos por medio del Indexado 

Aleatorio. Luego los elementos recuperados son escogidos mediante la comparación basada en el cálculo 

de la similitud entre los vectores obtenidos. El perfil de los usuarios está compuesto por dos vectores, 

uno en el cual representan los elementos etiquetados como relevantes y otro para aquellos elementos que 

el usuario indica que no son de su interés. La representación final consiste en una proyección del vector 

de los elementos positivos sobre el vector de los elementos negativos con el objetivo de encontrar 

aquellos elementos que aparecen tanto como sea posible entre los elementos positivos y tan poco como 

se pueda entre los elementos negativos. 

En [42], los autores plantean una propuesta para el filtrado de información inter-lengua. La idea del 

trabajo consiste en construir un modelo semántico para cada idioma (dos en su caso). Después se 

construye el perfil del usuario en uno de los idiomas y luego los nuevos documentos, en el mismo 

idioma u otro, son representados y comparados con respecto al perfil construido. 

Por otro lado, en [36] evalúan la utilidad del Indexado Aleatorio en la tarea de la recuperación de 

patentes. Para esta tarea los autores exploran varias de las variantes de Indexado Aleatorio, así como sus 

parámetros. En todos los casos, los resultados obtenidos no superan a los alcanzados por la herramienta 

Lucene. Los autores hacen además un análisis de las posibles causas de los malos resultados obtenidos, 

llegando a la conclusión de que el Indexado Aleatorio hasta el momento presenta dificultades cuando es 

empleado en entornos donde la distribución de los términos es muy sesgada, como es el caso de la 

recuperación de patentes. 

En [49], el Indexado Aleatorio es evaluado en la tarea de recuperación de información general. En esta 

propuesta los documentos son representados empleando el modelo de las ventanas de términos. Los 

documentos y las consultas son representados mediante la suma de los vectores de contextos pesados por 

la frecuencia del término en los documento. Luego se calcula la semejanza entre la consulta y cada uno 

de los documentos del corpus. Finalmente, los n primeros documentos más similares son recuperados. 

Los resultados obtenidos son ligeramente superiores a los obtenidos por el modelo de espacio vectorial 

tradicional. 

3.6 Algunas consideraciones sobre su posible aplicación al Filtrado de Información 

A diferencia de métodos como LSI, el Indexado Aleatorio no requiere de tener formada toda la matriz de 

coocurrencias para obtener la representación de los documentos. Por el contrario, tras acumular algunos 

contextos, es posible ir teniendo resultados parciales de los vectores de contexto que pueden emplearse 

en la representación de los documentos. Este es un modelo incremental en el cual se puede ir 

actualizando el modelo a medida que arriban nuevos documentos a ser procesados.  

Un aspecto a considerar es el hecho de que el modelo está pensado para obtener una representación 

conceptual de los términos, basado en la coocurrencia. Para ello no se requiere de obtener luego una 

representación de los documentos, aunque puede obtenerse en aquellas tareas que se requieran. 

En un entorno de Filtrado Adaptativo, un algoritmo se enfrenta tanto a la llegada de nueva información y 

posiblemente nuevos términos. Esto conlleva a que crezca la dimensionalidad del problema conforme 

transcurre el tiempo. El Indexado Aleatorio permite mantener acotado el número de dimensiones de 

nuestro problema, por lo que una de las dos fuentes de aumento de la dimensionalidad está controlada. 

Por otro lado, dado que no se requiere de preservar los documentos para poder adquirir nuevo 
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conocimiento y con ello modelar mejor el espacio, podemos descartarlos una vez se ha terminado el 

indexado, con lo cual mantendríamos controlada la otra fuente de aumento de la dimensionalidad. 

4. Propuesta 

La presente sección muestra la motivación, el problema de investigación, las preguntas de investigación, 

objetivos y las principales contribuciones relacionadas con esta propuesta. Además, se describe la 

metodología a utilizar, el plan de publicaciones y el cronograma de trabajo a desarrollar. 

4.1 Motivación 

La mayoría de los trabajos reportados en la literatura hacen uso del tradicional modelo vectorial para la 

representación de los documentos, pese a que este modelo no logra capturar las relaciones semánticas 

que se establecen entre los términos de un documento [5].  

Por otro lado el Filtrado Adaptativo de Documentos pudiera verse favorecidos por el empleo de métodos 

en los cuales la suposición de independencia entre los términos no esté presente y con ello lograr una 

mayor eficacia en su desempeño. 

El Indexado Aleatorio no asume la independencia entre los términos ni es tan costoso como las técnicas 

antes mencionadas. El mismo ha sido empleado con éxito en varias tareas del Procesamiento del 

Lenguaje Natural y la Minería de Textos. 

Es por ello que consideramos pertinente desarrollar una representación para los documentos que sea 

compacta (en el sentido empleado en el Indexado Aleatorio de no representar en memoria todos los 

términos) y que a su vez no asuma independencia entre los términos presente en el documento. 

Si bien se han reportados varios trabajos relacionados con el Indexado Aleatorio, aun no se ha realizado 

una comparación entre estas variantes, ni con otras formas de representación de los documentos, en 

tareas afines al Filtrado de Información que permita evaluar cuál, o cuáles, son las que mejor se ajustan a 

las necesidades propias de la tarea. 

La tarea de Filtrado Adaptativo impone grandes retos, entre ellos se encuentra la poca homogeneidad en 

la distribución de las muestras, el fuerte desbalance presente entre lo que es de interés y lo que no, así 

como la escasez de información para la correcta modelación del perfil de los usuarios. Esta última 

situación puede mantenerse incluso durante todo el funcionamiento del sistema cuando el interés del 

usuario es muy específico y se tienen pocos documentos que satisfagan su necesidad de información. En 

este contexto, debe evaluarse el comportamiento del Indexado Aleatorio ante estas situaciones y buscar 

alternativas que permitan resolver estas limitaciones durante su construcción. 

4.2 Problema de Investigación 

En el filtrado de información aún se requieren de investigaciones que permitan dar solución a la escasez 

de información durante las primeras etapas del filtrado, el desbalance presente entre lo que es de interés 

y lo que no para el usuario y el manejo del incremento del espacio de representación producto de la 

aparición de nuevos términos. En la presente investigación buscamos contribuir a su solución mediante 

el desarrollo de un método en el cual se logre mayor eficacia ante el fenómeno del Inicio en Frío y se 

logre una dimensionalidad de la representación baja, a pesar del incremento del volumen de documentos. 

4.3 Preguntas de Investigación 

1. ¿Cómo aplicar el Indexado Aleatorio en la tarea de Filtrado de Información? 
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2. ¿Qué recursos externos pueden permitir resolver el problema de la escasez de información para 

construir el Indexado Aleatorio en las etapas iniciales del filtrado? 

3. ¿Qué efecto tiene en la solución desarrollada el desbalance entre las clases Relevantes y No 

Relevantes? 

4.4 Hipótesis 

En el contexto del Filtrado Adaptativo de Documentos, es posible obtener una representación del perfil 

del usuario basada en el Indexado Aleatorio que logre una eficacia aceptable durante las etapas iniciales 

del proceso de filtrado y logre mantener la eficiencia a medida que se adicionan nuevos documentos a la 

definición del perfil del usuario, manteniendo la eficacia en términos de la calidad del clasificador. 

4.5 Objetivo General 

Diseñar un método para la tarea del Filtrado Adaptativo de Documentos, en el cual la representación del 

perfil del usuario no suponga independencia entre los términos ni se vea afectada su eficiencia, en cuanto 

a costo computacional, por el incremento del volumen de documentos que lo definen y obtenga 

resultados con una eficacia equivalente o mejor a la reportada en la literatura.  

4.6 Objetivos específicos 

 Estudio comparativo de las diversas variantes del Indexado Aleatorio en el proceso de la 

clasificación binaria, para seleccionar de estas la de mejor eficacia para la tarea. 

 Elaborar una representación de los perfiles de usuario para el Filtrado Adaptativo de Documentos 

basada en la variante anteriormente seleccionada. 

 Diseñar y evaluar una estrategia que permita disminuir el impacto del Inicio Frío en la 

construcción de la representación y con ello obtener mayor eficacia en las etapas iniciales del 

proceso de filtrado. 

 Estudiar el impacto que tiene el desbalance entre las clases Relevantes y No Relevantes en una 

representación basada en el Indexado Aleatorio y diseñar una estrategia que permita tratar dicho 

desbalance con una eficacia equivalente o mejor a lo reportado en la literatura. 

4.7 Contribuciones 

Las principales contribuciones esperadas al término de esta investigación doctoral son las siguientes: 

 Estudio comparativo de las diversas variantes del Indexado Aleatorio. 

 Algoritmo de Filtrado Adaptativo de Documentos empleando una representación para los 

perfiles y documentos que no suponga independencia entre los términos. 

 Estrategia para combatir el Inicio en Frío (escasez de información) en el funcionamiento del 

algoritmo de Filtrado y en la construcción de la representación. 

 Algoritmo para disminuir el impacto del desbalance entre las clases en el funcionamiento del 

algoritmo de Filtrado y en la construcción de la representación. 

 Método que incorpore los elementos previos que mejore la eficacia de representaciones 

anteriores en la tarea. 

4.8 Metodología 

1. Análisis de las potencialidades de las diferentes variantes del Indexado Aleatorio. 

a. Comparación de las diversas variantes del Indexado Aleatorio en la tarea de Clasificación 

binaria de textos. 
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b. Comparación de las diversas variantes del Indexado Aleatorio con otras alternativas al 

modelo vectorial. 

c. Estudiar el impacto de los parámetros en los resultados alcanzados por el Indexado Aleatorio. 

d. Estudiar el comportamiento del Indexado Aleatorio en entornos de clasificación binaria 

donde las clases se encuentran desbalanceados. 

i. Estudiar si los parámetros del Indexado Aleatorio pueden influir favorablemente en el 

comportamiento. 

e. Estudiar el comportamiento del Indexado Aleatorio ante la presencia de un volumen de 

información variable para su construcción. 

i. Estudiar si existe una relación entre el tamaño de los vectores y la cantidad total de 

términos del espacio que permita mantener la calidad del Indexado Aleatorio. 

f. Evaluar el impacto que tiene el empleo de un modelo de Indexado Aleatorio pre-construido 

en los problemas anteriores. 

 

2. Proponer algoritmo de Filtrado Adaptativo de Documentos. 

a. Evaluar el comportamiento de algoritmos de Filtrado Adaptativo ante el uso o no del 

Indexado Aleatorio en la construcción de los perfiles de usuario y la representación de los 

documentos. 

b. Proponer un algoritmo de Filtrado Adaptativo a partir del estudio realizado en la etapa 1 de 

la investigación. 

c. Evaluar una estrategia para la selección de los parámetros de la representación. 

 

3. Estrategia para encarar el Inicio en Frío. 

a. Evaluar el empleo de un modelo pre-construido para mejorar la calidad de la 

representación. 

b. Evaluar el empleo de la clasificación semisupervisada, con el fin de incluir nuevas muestras 

al clasificador y con ello mejorar la modelación del usuario. 

c. Estudiar la integración en el modelo de información proveniente de otros usuarios con 

intereses similares para mejorar la representación inicial. 

 

4. Algoritmo para disminuir el impacto del desbalance entre las clases Relevantes y No Relevantes. 

a. Estudiar el empleo de la clasificación semisupervisada  para disminuir el impacto del 

desbalance entre las clases. 

b. Diseñar una estrategia que permita hacer énfasis en la clase de interés durante la 

retroalimentación de los usuarios. 

4.9 Diseño experimental 

El diseño experimental de la presente propuesta doctoral está compuesto por 5 experimentos principales. 

1- Comparativa de las diferentes variantes del Indexado Aleatorio en la tarea de la categorización 

binaria de textos. 

Este experimento tiene por objetivo comparar las diferentes variantes del Indexado Aleatorio 

entre ellas, así como otras técnicas reportadas en la literatura como alternativas al modelo de 

Bolsa de Palabras en la tarea de categorización binaria de textos. Se seleccionó la categorización 

binaria de textos como marco común para evaluar las distintas formas de representación de los 

documentos por estar acorde con la tarea de Filtrado Adaptativo, dado que para cada documento 

en el Filtrado Adaptativo se debe tomar la decisión binaria de aceptar o no un determinado 

documento para un perfil en particular. 
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En el experimento se emplean las variantes fundamentales del Indexado Aleatorio descritas en la 

sección 3 y se comparan además con las técnicas LDA, LSI y Word2Vec. 

Este experimento se corresponde con el primer objetivo específico y la primera etapa de la 

metodología propuesta. 

Hipótesis científica: Se pueden alcanzar resultados aceptables con el empleo del Indexado 

Aleatorio en comparación con los alcanzados con otras técnicas de representación de los 

documentos en la categorización binaria de textos. 

Hipótesis experimental: El Indexado Aleatorio permite obtener resultados comparables, o 

superiores a los obtenidos por LDA, LSI o Word2Vec. 

Diseño del experimento: 

 Datos: Subcolección de 8 clases pertenecientes a colección Reuter-21578
1
. 

 Clasificador: Clasificador basado en centroides. 

 Validación mediante la técnica de validación cruzada con 5 particiones tomando 4 para 

entrenamiento y para prueba. 

 Medida de Evaluación: Para la evaluación se seleccionó la medida F1 Macro-

promediada. 

 

2- Análisis del comportamiento del Indexado Aleatorio ante diversos escenarios para su 

construcción. 

 

Este experimento tiene por objetivo estudiar la capacidad del Indexado Aleatorio de preservar 

las distancias entre las muestras al ser construido bajo diversas configuraciones en la 

disponibilidad de los datos. 

 

En el experimento se seguirá la metodología propuesta por Zadeh [50] y está relacionado con el 

primer objetivo específico de la presente propuesta y la primera etapa de la metodología 

propuesta. 

 

Hipótesis científica: Se puede mitigar el efecto de la escasez de información y el desbalance 

entre las clases durante la construcción del Indexado Aleatorio si es empleado un modelo pre-

construido a partir de una fuente de datos externa. 

 

Hipótesis experimental: Si tomamos un repositorio de documentos, como Wikipedia, y 

construimos el Indexado Aleatorio a partir de este, al emplearlo podemos mitigar el efecto que 

tiene la escasez de datos de entrenamiento o el desbalance entre las clases. 

 

Diseño del experimento: 

 Datos: Colecciones Reuter-21578 y RCV1. 

 Validación: Correlación entre ordenes de Spearman. 

 Recurso externo: Wikipedia en idioma inglés. 

 

3- Evaluación de la calidad del Algoritmo de Filtrado Propuesto. 

 

                                                      
1
 http://kdd.ics.uci.edu/databases/reuters21578/README.txt 

http://kdd.ics.uci.edu/databases/reuters21578/README.txt
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En este experimento se seguirán las especificaciones de las competiciones TREC para ser 

comparable los resultados con los reportados en el estado del arte. 

 

Este experimento se relaciona con el segundo objetivo específico y con la segunda etapa de la 

investigación. 

 

Hipótesis científica: El empleo de una representación que no asuma independencia entre los 

términos permite mejorar los resultados alcanzados en la tarea del Filtrado Adaptativo. 

 

Hipótesis experimental: El empleo de una representación basada en el Indexado Aleatorio 

permite mejorar los resultados alcanzados en la tarea del Filtrado Adaptativo. 

 

Diseño del experimento: 

 Datos: Colecciones Reuter-21578 y RCV1. 

 Medida de Evaluación: T11SU. 

 

4- Evaluación de la estrategia para disminuir el impacto del Inicio en Frío. 

 

Este experimento tiene por objetivo evaluar la estrategia para disminuir el Inicio en Frío. En el 

mismo se seguirán las especificaciones de las competiciones TREC para que los resultados 

alcanzados sean comparables con los reportados en el estado del arte. En el análisis se hará 

énfasis en la calidad que se obtiene con la estrategia diseñada en el momento de construir el 

perfil del usuario. 

 

Este experimento se relaciona con el tercer objetivo específico y con la tercera etapa de la 

investigación. 

 

Hipótesis científica: El empleo de recursos externos puede disminuir la incidencia del Inicio en 

Frío en la tarea del Filtrado Adaptativo. 

 

Hipótesis experimental: El empleo de recursos externos (como pueden ser modelos pre-

construidos, documentos externos o información proveniente de otros usuarios) puede disminuir 

la incidencia del Inicio en Frío en la tarea del Filtrado Adaptativo. 

 

Diseño del experimento: 

 Datos: Colecciones Reuter-21578 y RCV1. 

 Medida de Evaluación: T11SU. 

 

5- Evaluación de la estrategia propuesta para combatir el desbalance entre las clases. 

 

Este experimento tiene por objetivo evaluar la estrategia para combatir el desbalance entre las 

clases. En el mismo se seguirán las especificaciones de las competiciones TREC para que los 

resultados obtenidos sean comparables con los reportados en el estado del arte.  

 

Este experimento se relaciona con el cuarto objetivo específico y con la cuarta etapa de la 

investigación. 

 

Hipótesis científica: Por medio del empleo de muestras semisupervisadas es posible combatir el 

problema del desbalance en la tarea de Filtrado Adaptativo. 
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Hipótesis experimental: El empleo de muestras no etiquetadas puede disminuir el impacto del 

desbalance en la tarea del Filtrado Adaptativo. 

 

Diseño del experimento: 

 Datos: Colecciones Reuter-21578 y RCV1. 

 Medida de Evaluación: T11SU. 

5. Resultados preliminares 

En esta sección se presenta de forma resumida los resultados preliminares obtenidos hasta el momento 

en esta propuesta doctoral.  

5.1 Comparativa de las versiones de Indexado Aleatorio 

El objetivo de este experimento es comparar el desempeño de las variantes de uso del Indexado 

Aleatorio en un marco común cercano a la tarea de interés. Para el mismo seleccionamos la colección 

Reuter-21578. De esta colección se han creado varios subconjuntos, de ellos los más conocidos son: 

 Reu10: Contiene las diez categorías con un mayor número de muestras. 

 Reu90: Contiene las 90 categorías para las cuales se cuenta con al menos un documento de 

muestra y uno de prueba. 

 Reu115: Contiene el conjunto de las 115 categorías que al menos tienen un documento de 

muestra. 

En particular en este experimento trabajaremos con el primero de estos subconjuntos. En la tabla 2 se 

muestra el número de muestras presente en cada una de las clases que componen este conjunto.  

Clase Número de Muestras 

earn 3753 

acq 2131 

wheat 264 

money-fx 600 

corn 206 

trade 449 

grain 527 

interest 389 

crude 510 

ship 276 

Tabla 2: Número de documentos por clase 

Con el fin de evitar el problema del desbalance entre las clases, en este experimento ignoraremos las 

clases earn y acq, considerando únicamente las 8 clases restantes. Nótese que estas dos clases juntas 

tienen casi el 65% de las muestras disponibles. 

Durante el preprocesamiento, se eliminaron las palabras vacías (stop-words) y se empleó un proceso de 

lematización a los términos. Los documentos fueron pesados empleando TF-IDF. 

Para evaluar la calidad empleamos un proceso de validación cruzada con 5 particiones.  

En todos los casos la representación de los documentos fue construida empleando todas las muestras del 

conjunto de entrenamiento. 
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Para cada clase, el perfil del usuario fue representado por medio de dos vectores. Uno de ellos para 

representar los documentos de interés del usuario y el otro para representar aquellos que no son de su 

interés. Cada uno de estos vectores fue construido adicionando todos los vectores de los documentos que 

pertenecen, o no, a la clase en el conjunto de entrenamiento.  

Durante el proceso de clasificación, un documento es clasificado como Relevante para un perfil si su 

semejanza con el vector de los documentos relevantes supera a la semejanza obtenido con respecto al 

vector de los no relevantes.  

Para la evaluación empleamos las tradicionales medidas precisión (proporción de documentos 

clasificados como relevantes que en realidad son relevantes) y relevancia (proporción de documentos 

relevantes clasificados como tal). Estas medidas suelen ser combinadas en la popular medida F1 

mediante la expresión:  

   
                      

                    
 (5) 

 

Dado que la medida F1 se calcula por separado para cada una de las clases, consideramos como medida 

global el promedio de todos los valores de F1, comúnmente conocido como Macro-F1. 

Variante de Indexado Aleatorio Promedio de Macro-F1 

RI 0.762 

RI-MV 0.762 

wRI 0.696 

wRI-MV 0.696 

RRI 0.706 

RRI-MV 0.706 

TRI 0.693 

TRI-MV 0.692 

LSI 0.825 

LDA 0.680 

Word2Vec 0.644 

Tabla 3: Promedio de los Macro-F1 para las distintas variantes de Indexado Aleatorio  

En la Tabla 3 se muestra el promedio de los valores de Macro-F1 obtenidos. En la misma RI representa 

el Indexado Aleatorio cuando se considera los documentos como contextos; de la misma manera wRI 

cuando se consideran los términos como contextos y se emplea una ventana alrededor del término de 

interés y TRI cuando no es empleada ninguna ventana. RRI se refiere al uso del Indexado Aleatorio 

Reflexivo. Los modelos seguidos del sufijo “-MV” representan el resultado obtenido cuando la media de 

los vectores de contextos es restada a los vectores de contexto antes de obtener la representación de los 

documentos. 

Para el Indexado Aleatorio consideramos vectores de longitud 5000, con 5 posiciones seleccionadas 

como +1 y 5 posiciones como -1 cuando se generaron los vectores índices. Para la variante wRI se 

consideró una ventana de tamaño 2 alrededor del término. Para el Indexado Aleatorio Reflexivo solo se 

llevó a cabo una iteración. 



22 

 

En la misma, además, se reflejan los valores obtenidos por las técnicas LSI, LDA y Word2Vec. 

A partir del análisis de los resultados mostrados en la table podemos notar varios comportamientos. 

Primero, al comparar las diversas formas del Indexado Aleatorio, los mejores resultados son obtenidos 

con la variante que considera a los documentos como contextos. En este caso, esta variante es mejor que 

el resto de las otras variantes del Indexado Aleatorio en aproximadamente 8% - 9 %. 

Otro elemento relevante es que los resultados obtenidos con el Indexado Aleatorio Reflexivo son 

superior a los obtenidos con el Indexado Aleatorio cuando son empleados los términos como contextos. 

El Indexado Aleatorio Reflexivo intenta capturar las relaciones indirectas que se establecen entre los 

términos, y su utilidad no es la misma en otras tareas. 

Podemos notar que, en la mayoría de los casos, cuando le sustraemos vector medio de los contextos, 

antes de obtener la representación final de los documentos, no se obtienen ganancias consistentes. Por 

ende, no encontramos una razón que justifique esta operación adicional sin una mejora real en la calidad.  

Por otra parte, el Indexado Aleatorio obtuvo resultados similares a los obtenidos por las otras técnicas 

más ampliamente empleadas en tareas de Minería de Textos, tales como LSI y LDA. Inclusive, en 

nuestros experimentos, el Indexado Aleatorio produjo resultados comparables al LSI, y superiores a los 

obtenidos por las técnicas LDA y Word2Vec. 

Por último, la principal ventaja del Indexado Aleatorio es que solamente consideramos en su 

construcción vectores de 5000 elementos. Este aspecto toma particular importancia cuando nuestro 

objetivo son los ambientes en línea, donde cada nuevo documento puede contener nuevos términos. Con 

el Indexado Aleatorio, el problema de la aparición frecuente de nuevos términos no afecta la eficiencia 

debido a que los documentos siempre son representados por vectores de una dimensión fija. Cuando 

trabajamos en ambientes en línea, donde el conjunto de entrenamiento crece frecuentemente, el Indexado 

Aleatorio tiene una ventaja adicional sobre otras técnicas como LSI. Específicamente, esta ventaja 

consiste en el hecho de que con el Indexado Aleatorio no se requiere de almacenar los documentos 

anteriores para poder adicionar nueva información al modelo, a diferencia de LSI, LDA o Word2Vec. 

Inclusive, el Indexado Aleatorio es menos costoso, dado que su procesamiento involucra únicamente 

operaciones simples sobre vectores, como es la adición, mientras que otras técnicas emplean la 

Descomposición en Vectores Singulares, u otro método de optimización. 

5.2 Capacidades del Indexado Aleatorio 

El siguiente resultado preliminar está relacionado con el experimento 2.  

Para el mismo se empleó la subcolección de las 10 clases más representadas en la colección Reuter-

21578. Como parte del experimento, al igual que en los resultados preliminares mostrados 

anteriormente, eliminamos las dos clases mayoritarias presentes en reu10.  

Estos resultados preliminares muestran la capacidad del Indexado Aleatorio para preservar la semejanza 

del coseno entre el espacio original y el espacio reducido construido. Para la evaluación se siguió una 

metodología similar a la propuesta por Qasemi Zadeh en [50]. 

Para la experimentación se tomó de cada una de las clases presente en el conjunto de datos un total de 11 

documentos pertenecientes a la clase y 10 documentos no pertenecientes a ella. Luego se calculó la 

semejanza entre cada documento perteneciente a la clase con los otros 10, así como con los 10 no 

pertenecientes a la clase. Los documentos fueron ordenados de acuerdo al valor de semejanza obtenido. 

Luego se construyó el modelo del Indexado Aleatorio a partir de todo el conjunto de datos presente en la 

colección variando la dimensión de los vectores y la cantidad de unos y menos unos presentes en los 
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vectores índices. Una vez obtenido el modelo se representaron los documentos y se procedió a calcular 

las semejanzas como fue descrito anteriormente. 

Para determinar la capacidad de preservar las semejanzas del Indexado Aleatorio se procedió a 

determinar el coeficiente de correlación de Spearman entre los elementos ordenados por sus semejanzas 

al emplear o no el Indexado Aleatorio. 

Para disminuir el impacto del sesgo en la selección todo el proceso fue repetido 5 veces. 

Con  este experimento buscamos estudiar cuánto podemos reducir el tamaño de los vectores de 

representación en función de la cantidad de términos diferentes presentes en el espacio de representación 

de los documentos. Si una vez concluido el experimento notamos que el Indexado Aleatorio es muy 

sensible a la variabilidad de los parámetros, entonces eso dificulta su posible empleo en la tarea que nos 

ocupa. En caso contrario, si el Indexado Aleatorio es poco sensible a los valores de sus parámetros, o al 

menos a partir de un determinado valor, entonces eso es buen indicador para su empleo en nuestra tarea 

principal. 

Los parámetros del Indexado Aleatorio fueron variados en la siguiente forma:  

Sea n la cantidad de términos total presentes en el espacio de representación. La dimensión de los 

vectores se comenzó en √ , luego el 5% de n, así se fue aumentando el valor de 5 en 5 hasta llegar al 

100% de n. Una vez establecida la dimensión (k) de los vectores. La cantidad de 1s y -1s tomó los 

valores: 1, 5 y 10; así como el 1%, 2% y 5% de k. 

Los resultados alcanzados se muestran en las gráficas siguientes. 
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Del análisis de las gráficas anteriores podemos notar que los resultados alcanzados son muy estables aun 

cuando se emplean tamaños de vectores de tan solo un 5% o 10% del total de términos de la colección. 

Además cuando adicionamos más información se logran valores más altos en cuanto a la correlación. 

Por otro lado, puede notarse que la cantidad de unos presentes en los vectores índices tiene poca 

incidencia, aunque cuando son empleadas las 10 clases se aprecia que con tamaño de vectores muy 

pequeños, con valores de más de un 2% de posiciones en 1 o -1 se puede ver afectada la calidad. 

Una vez analizados los resultados obtenidos en este segundo experimento, podemos llegar a la 

conclusión de que los resultados que se obtienen con el Indexado Aleatorio tienen un comportamiento 

estable a partir de determinado valor de los parámetros. Esto facilite en cierta medida el volumen de 

experimentos que es preciso realizar para determinar el valor más adecuado de los parámetros. 
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